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1. Introduction





　
Thank vous pour avoir récupéré ce livre.  Ce livre est une introduction à l'analyse de données en utilisant la programmation Python pour les débutants. Ce livre est écrit pour les lecteurs suivants.

1) Intérêt pour l'apprentissage machine et l'apprentissage approfondi

2) Intéressé par la programmation avec Python.

3) Intéressé par l'analyse des données.

4) Intéressé à utiliser Numpy/Pandas/Matplotlib/ScikitLearn.

5) Ne s'intéresse pas à la construction d'environnements d'apprentissage sur machine.

6) N'est pas intéressé à dépenser beaucoup d'argent pour apprendre.

7) Vaguement inquiet de la nouvelle épidémie de corona et de l'avenir.

Beaucoup de mes amis et connaissances ont commencé l'analyse de données avec une certaine véhémence, pour se contenter ensuite d'une journée de mise en place d'un environnement, puis, après avoir suivi des cours de MNIST (ensembles de données numériques manuscrites d'images) et de classification de l'iris, ils s'occupent de leur travail quotidien et l'abandonnent pendant un certain temps.

Ce livre utilise l'environnement d'exécution Python gratuit fourni par Google pour exécuter le code source testé dans le livre, ce qui vous permet d'apprendre en faisant de la programmation avec un temps zéro pour mettre en place votre propre environnement.

Le livre 　
This se concentre sur le strict minimum de connaissances nécessaires pour amener un débutant à l'analyse sérieuse des données en Python. Notre objectif est qu'à la fin du livre, les lecteurs aient atteint les cinq buts suivants.

1) Construire et former des modèles d'apprentissage profond et des modèles d'apprentissage machine à partir de données arbitraires à former et à prédire en utilisant des bibliothèques d'apprentissage profond (keras) et des bibliothèques d'apprentissage machine (scikit-
learn).

2) Utiliser Pandas au lieu d'Excel pour le traitement des données à grande échelle.

3) Pour manipuler des tableaux multidimensionnels en utilisant Numpy.

4) Dessiner des graphiques librement en utilisant Matplotlib.

5) Effectuer une analyse simple des données sur la propagation de nouveaux coronavirus.

Avec la propagation du nouveau coronavirus dans le monde entier et les différents rapports en ces temps d'incertitude sur la destination, beaucoup d'entre vous ne savent peut-être pas quoi croire et comment faire face à la situation.


　
One c'est sûr, il y aura une différence notable dans les compétences des individus selon la façon dont ils utilisent le nouveau temps libre créé par le télétravail, et nous entrons dans une ère de gagnants et de perdants évidents qui feront une énorme différence dans leur valeur dans l'entreprise et sur le marché du travail.


　
I estime qu'il est essentiel de ne pas continuer à s'accrocher à de vagues craintes dans un état d'anxiété, mais plutôt de transformer chaque anxiété en un problème soluble par l'analyse des données, une par une, afin que chacun puisse choisir une ligne de conduite.



2. Clause de non-responsabilité




Les informations contenues dans le présent document sont fournies à titre d'information uniquement. Par conséquent, l'utilisation de ce livre est toujours à la discrétion et aux risques du lecteur. L'utilisation du Google Colaboratory décrit dans ce livre se fait aux risques et périls du lecteur après avoir pris connaissance des Conditions d'utilisation et des Règles de confidentialité de Google.



L'auteur ne peut en aucun cas être tenu responsable des dommages 
consécutifs, accidentels, de manque à gagner ou d'autres dommages indirects, qu'ils soient prévus ou prévisibles, découlant de l'utilisation du code source accompagnant ce livre ou du service Google Colaboratoire ou en relation avec celui-ci.


　
You doit accepter les précautions ci-dessus avant d'utiliser ce livre. L'auteur ne pourra pas répondre aux demandes de renseignements sans ces précautions. Sachez que l'auteur ne pourra pas répondre à votre demande si vous ne lisez pas ces notes.



3. Marques commerciales et marques déposées





　
All Les noms de produits apparaissant dans ce manuel sont généralement des marques déposées ou des marques commerciales des sociétés respectives. ™, ® et d'autres marques peuvent être omises du texte.



4. Retour d'information





　
While le plus grand soin a été apporté à la rédaction de ce livre, vous pouvez remarquer des erreurs, des inexactitudes, un langage trompeur ou confus, ou de simples fautes et erreurs typographiques. Dans de tels cas, nous vous serions reconnaissants de nous faire part de vos commentaires à l'adresse suivante afin que nous puissions améliorer les éditions futures. Les suggestions de révisions futures sont également les bienvenues. Les coordonnées sont indiquées ci-dessous.

Joshua K. Cage

joshua.k.cage@gmail.com



5. Carnet Jupyter





　
The Jupyter Notebook, qui vous permet d'exécuter le code décrit dans ce livre, est maintenant disponible sur Google Colaboratory. 
Vous pouvez y accéder à partir du lien suivant, veuillez donc vous y référer lorsque vous lirez ce livre (Chrome est recommandé*).


https://drive.google.com/file/d/1G7_YFCGMqV2bfTmR82pSwqLkSxMfhTDh/view?usp=sharing




6. Environnement GPU
 -Googl
e
 Colaboratory





　
Years Il y a quelques années, la programmation d'un programme Python pour l'analyse des données nécessitait la mise en place d'un environnement UNIX et la compilation de bibliothèques individuelles, ce qui prenait beaucoup de temps. Aujourd'hui, cependant, Continuum Analytics propose Anaconda, un environnement virtuel Python pour le calcul scientifique qui peut être facilement installé à l'aide d'un programme d'installation et d'un ensemble de bibliothèques. Si vous souhaitez mettre en place un environnement Python sur un PC local, tel qu'un Windows ou un Mac, vous pouvez facilement créer un environnement Python autonome en utilisant Anaconda.


　
However, l'Anaconda a ses problèmes. Vous devez avoir votre propre "PC local". Peu d'utilisateurs novices disposent d'un PC avec des caractéristiques suffisantes pour effectuer chez eux des simulations d'apprentissage sur machine ou d'apprentissage approfondi en situation réelle. Cela fait perdre beaucoup de temps. Ce livre recommande l'utilisation des GPU dans l'environnement Colaboratoire de Google (Colab).


　
Colab utilise un outil appelé Jupyter Notebook, qui est également inclus avec Anaconda, pour exécuter Python à partir d'un navigateur web dans le nuage (et c'est gratuit !). Colab est livré en standard avec Pandas/Numpy/Matplotlib/Keras, qui est utilisé dans ce livre. C'est un excellent service qui vous permet de travailler sur 
vos projets d'apprentissage machine à tout moment, n'importe où, tant que vous avez une connexion Internet, même sur un PC ou une tablette non alimentée. Avec zéro risque au démarrage et zéro coût de mise en place, maintenant que vous avez pris un exemplaire de ce livre, vous pouvez exécuter vos programmes Python en Colab et vous serez étonné de la facilité d'écriture et de la rapidité avec laquelle vous pouvez exécuter des programmes Python d'apprentissage approfondi sur les GPU.


　
If vous n'avez pas de compte GMAIL, vous devez en créer un en cliquant sur le lien ici
. L'explication suivante continue en supposant que vous avez déjà un compte gmail.

Comment mettre en place Colab

(1) Lorsque vous accédez à GMAIL, dans le coin supérieur droit de l'écran, vous verrez un menu Bento à neuf cases, cliquez dessus et ensuite cliquez sur l'icône "Drive".

[image: ]


(2) Appuyez sur le bouton "+ Nouveau" en bas du lecteur et sélectionnez "Plus >" dans le menu, puis cliquez sur "Google Colaboratoire" s'il existe, sinon choisissez "Connecter plus d'applications".
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(3) Lorsque "G Suite Marketplace" s'affiche, cliquez sur la marque de la loupe et, dans la zone de texte pour effectuer une recherche dans l'application, tapez "Colaboratoire". Veuillez cliquer sur le bouton "+" en bas à droite du logo, puis sur le bouton "Installer" sur l'écran qui apparaît.

Veuillez cliquer sur le bouton "Installer" sur l'écran affiché en bas à droite du logo.
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[image: ]


(4) Il se peut qu'on vous demande de vous reconnecter, veuillez continuer. Lorsque l'écran de "Google Colaboratoire est maintenant connecté à Google Drive. Lorsque l'écran "Google Colaboratoire a été connecté à Google Drive" apparaît, cochez la case "Faire de Google Colaboratoire l'application par défaut" et cliquez sur le bouton "OK". Une fenêtre modale indiquant "Colaboratory a été installé. Lorsque vous voyez la fenêtre modale "Vous avez installé Colaboratory", vous pouvez utiliser Colab. Maintenant, lorsque vous téléchargez un fichier avec l'extension Colab (fichier .ipynb) sur Google Drive, il devrait s'ouvrir dans Colab par défaut.

(5) Fermez la fenêtre modale et cliquez une nouvelle fois sur le bouton "Nouveau +" et sélectionnez l'application "Autre >". Vous pouvez maintenant sélectionner "Google Colaboratoire".
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(6) Lorsque vous sélectionnez Google Colaboratoire, l'écran suivant s'ouvre, mais par défaut, Colab est en mode d'utilisation du CPU, ce qui signifie que l'apprentissage approfondi prendra plus de temps. Donc, allez dans le menu "Runtime", cliquez sur "Change runtime type" et sélectionnez "GPU" dans la section "Hardware Accelerator" et cliquez sur le bouton "Save".

Il est également possible d'utiliser le TPU ici, mais il est un peu difficile d'en tirer les performances, et pour la plupart des applications, il n'y a pas beaucoup de différence de vitesse d'exécution entre le GPU et le GPU, c'est pourquoi nous utiliserons "GPU" dans ce manuel.
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(7) Pour s'assurer que le GPU est disponible, copiez le code suivant dans une cellule et exécutez-le. Vous pouvez l'exécuter en appuyant sur le bouton de lecture situé sur le côté gauche de la cellule, ou vous pouvez utiliser le raccourci "Shift + Enter". Si vous voyez "device_type : "GPU" dans le résultat de l'exécution, cela signifie que le GPU est reconnu.
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7. Apprentissage approfondi minimal du 
MNIST





　
　
So allons de l'avant et utilisons le GPU pour effectuer un apprentissage approfondi de la reconnaissance des caractères des images numériques afin de se faire une idée de la vitesse du GPU. Entrez le code suivant pour former un classificateur de 60 000 nombres de 0 à 9, et construisez un modèle qui examine l'image et prédit quels nombres de 0 à 9 y sont écrits.


i. d'abord, lancez le code ci-dessous pour importer la bibliothèque d'apprentissage profond (tensorflow)
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ii. Chargez les données numériques de l'image MNIST.

[image: ]


iii. Vérifions le type de données dont nous disposons en utilisant numpy et matplotlib.

Vérifions le type de données du MNIST.

[image: ]



　
The L'ensemble de données MNIST est du type numpy ndarray, qui a 
l'attribut "shape", donc en imprimant la forme, nous pouvons voir combien d'enregistrements de cette structure de données sont stockés.
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Comme vous pouvez le voir ci-dessus, x_train.shape et x_test.shape contiennent respectivement 60 000 ensembles de données d'entraînement de 28 x 28 pixels et 10 000 ensembles de données de test de 28 x 28 pixels. On peut également voir dans y_train.shape et y_test.shape qu'il y a 60 000 étiquettes de réponse correcte pour les données d'entraînement et 10 000 pour les tests, respectivement.

Vous pouvez également utiliser la bibliothèque de dessin de matplotlib pour dessiner à partir d'un numpy.ndarray (objet de tableau multidimensionnel). A titre d'essai, affichons une image de 28 x 28 pixels d'un ensemble de données d'entraînement.
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C'est une image, mais je pense que vous pouvez la reconnaître comme le chiffre 5. Je vais également vous montrer l'étiquette de réponse correcte qui correspond à cette image.
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Nous en avons vu 5, que nous avons reconnus par l'image. Ensuite, nous verrons l'ensemble des données de test de la même manière.
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We formera un modèle d'apprentissage approfondi en utilisant l'ensemble de données de formation de 60 000 et la paire d'étiquettes de réponse correcte x_train et y_train que nous venons d'utiliser pour voir si nous pouvons prédire le nombre 7 à partir de l'image 7 dans cet ensemble de données de test. Nous commençons avec le code suivant pour construire un réseau neuronal entièrement couplé avec trois couches intermédiaires.
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Un aperçu du modèle construit peut être visualisé dans le code suivant
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Vous pouvez voir que nous avons pu construire un modèle avec 269 450 paramètres. C'est un modèle d'une taille qui demanderait un temps raisonnable pour s'entraîner sur le CPU.

Nous prétraitons les données avant de les former. Comme les données 2D de (28, 28) ne peuvent pas être entrées dans le réseau neuronal entièrement couplé tel quel, nous devons les remodeler en données unidimensionnelles de (784,). De plus, les informations de couleur (RVB) sont normalisées pour être comprises entre 0 et 1.


[image: ]


Nous formerons le modèle avec le code suivant, epochs est le nombre de fois que nous devons former une donnée de formation, mais pour l'instant nous le formerons 20 fois.
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-Omettre les 7-19 époques par souci de concision

[image: ]



　
It peut dépendre du temps d'accès et de la vitesse de l'internet, mais il faut environ 3 minutes pour l'apprendre. Grâce au GPU de Google, nous avons pu apprendre en très peu de temps, alors qu'il nous aurait fallu une journée entière pour apprendre si nous avions utilisé un PC local qui n'en était pas capable.



　
The La précision est un pourcentage du nombre de fois où nous avons réussi, sur une échelle de 0,0 à 1,0. 1,0 signifie que nous avons eu raison 100 fois sur 100, tandis que 0,9895 signifie que nous avons eu raison environ 99 fois sur 100 dans les données sur la formation. Vous pouvez voir que le pourcentage de réponses correctes augmente à chaque époque, passant d'environ 95% à la fin de la première époque à près de 99% à la 20ème session de formation. Soit dit en passant, la perte est l'erreur entre la sortie du réseau neuronal et la bonne réponse donnée par les données de formation en tant qu'évaluation du processus d'apprentissage par le réseau neuronal. Dans ce chapitre, nous utiliserons un pourcentage de réponses correctes intuitives et faciles à comprendre pour expliquer. La matrice de confusion et les valeurs F sont parfois utilisées pour évaluer la précision dans des situations où des mesures de précision sévères sont nécessaires, comme dans la recherche et le développement. Dans le chapitre sur l'apprentissage approfondi le plus court du MNIST, nous ne présenterons que le nom de la méthode.



　
In la formation que nous venons de décrire, vous vous entraînez sur 60.000 ensembles de données de formation et faites des prévisions dans ces 60.000 ensembles de données de formation. C'est le premier point d'achoppement pour les débutants en apprentissage machine et en apprentissage approfondi, mais même si vous faites des prédictions à partir des données utilisées pour la formation, vous ne savez pas quel sera le pourcentage de réponses correctes (c'est-à-dire la performance de généralisation) par rapport à d'autres données que vous n'avez pas encore vues.



　

If nous examinons le code suivant pour évaluer le modèle par rapport aux données du test, nous voyons que le pourcentage de réponses correctes est de 0,9816. Nous pouvons voir que les prédictions dans les données de formation étaient proches de 99%, mais lorsque nous faisons des prédictions dans les données de test, le taux de prédiction baisse d'environ 1%, et dans les données MNIST, les caractéristiques des images dans les ensembles de données de formation et de test n'étaient pas si différentes, donc la justesse des prédictions dans l'ensemble de données de formation et le test. Bien que le pourcentage de réponses correctes dans l'ensemble de données ne montre pas un grand écart, dans le monde de la science des données, où l'apprentissage et la prédiction sont effectués sur des données réelles, il n'est pas rare que les données de formation et les données de test aient des résultats de performance complètement différents.
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So nous avons divisé l'ensemble des 60 000 données en 42 000 données de formation et 18 000 données de validation, nous les formons en utilisant seulement 42 000 données, puis nous voyons si elles peuvent être validées par rapport à des données inconnues des 18 000 modèles. Nous appelons cela un "holdout". Dans la mise en œuvre, cela peut être fait en passant simplement l'argument validation_split : 0,3, 30% de l'ensemble des données de formation, soit 18 000, est utilisé pour la validation et 80%, soit 42 000, est utilisé pour la formation.
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-Omettre les 7-19 époques par souci de concision
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Nous avons ajouté deux autres mesures à la sortie, val_loss et val_accuracy, qui sont les valeurs que nous avons évaluées sur les 18 000 données de formation, et nous avons constaté qu'après 20 séances de formation, la val_accuracy est également supérieure à 99 %.

Voyons maintenant dans quelle mesure nous faisons des prédictions correctes lorsque nous faisons des prédictions sur des données autres que l'ensemble des données de formation (données de test) dans un modèle qui a été formé avec 42 000 données de formation.
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Lorsque nous divisons les 60 000 données de formation en 42 000 données de formation et 18 000 données de vérification, puis que nous les formons avec les données de formation et les évaluons par rapport aux 10 000 autres données de vérification, le pourcentage de réponses correctes est de 0,9811, c'est-à-dire que nous prédisons le nombre manuscrit 100 fois et l'obtenons correct 98 fois Vous pouvez voir que nous avons construit un modèle qui nous permet de faire cela.

Nous pouvons voir que le pourcentage de réponses correctes n'est pas si différent (en fait, il est légèrement inférieur) que lorsque nous l'avons fait former et prédire avec l'ensemble de données de formation que nous venons de décrire.

Nous avons fait les hypothèses suivantes sur la cause de cette situation

1) Absence d'un ensemble de données sur la formation.


　
→ Dans un ensemble de 42 000 données sur la formation, n'est-il pas possible de saisir les caractéristiques de l'ensemble de 10 000 données sur la formation pour les tester (c'est-à-dire qu'il y a un manque de variation dans les données sur la formation) ?


2) Manque d'époques


　
→validation_split a réduit le nombre de données pour former le modèle de 60 000 à 42 000, donc la formation peut encore être achevée avant le pic du taux de correction ?


Je vais en afficher 10 au hasard de chacune des données de formation et de test pour vérifier que (1) est vrai. Plus tôt, j'ai converti les données de brume en plat dans le pré-traitement, donc je les charge à nouveau.
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En vérifiant, j'ai constaté que les données de test (Test Set) contiennent plus de caractères qui semblent un peu plus difficiles à déchiffrer que les données de formation (Train Set). Par exemple, la troisième donnée de la droite du Test Set est tellement floue que je ne sais pas si c'est un 2 ou un 3.

Ensuite, pour tester l'hypothèse de 2), j'utiliserai les résultats des époques d'entraînement 100 fois pour faire une prédiction. Pour gagner de la place, nous ne montrerons que les résultats de la 100e session 
d'entraînement.
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Après la 100e formation, l'ensemble des données de formation a un taux de correction de 0,9951, tandis que l'ensemble des données de validation a une précision de validation de 0,9784. Il semble que l'ensemble de données ait été trop adapté aux données de formation (remarque : adaptation excessive aux données de formation et perte de la performance de généralisation). Ces résultats suggèrent que l'hypothèse (1) semble plus logique.

Maintenant, nous voulons résoudre la prochaine tâche de prédiction en utilisant le modèle formé.

Avec le code suivant, nous pouvons utiliser les données de test pour effectuer la reconnaissance d'images.
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Si nous vérifions les prédictions du code suivant, le résultat est un tableau de 10 éléments, avec des nombres réels allant de 0 à 1. L'indice du tableau avec le plus grand nombre est le nombre prédit. (L'index du tableau commence à 0, mais il n'est pas nécessaire d'ajouter 1 car les nombres MNIST sont également prédits de 0 à 9).
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Cette forme est un peu déroutante, nous pouvons donc utiliser la fonction argmax de numpy pour renvoyer directement l'indice du plus grand tableau de valeurs.
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Vous pouvez savoir si cette prédiction est correcte en affichant l'étiquette de la bonne réponse.
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Jusqu'à présent, nous avons construit un environnement d'apprentissage profond GPU et avons même utilisé la bibliothèque d'apprentissage profond tensorflow pour effectuer la reconnaissance d'images. Je pense que nous avons probablement eu l'apprentissage profond le plus rapide avec l'environnement GPU dans un livre similaire. Cependant, certains d'entre vous sont peut-être capables d'exécuter le code mais n'ont aucune idée de ce qu'ils font, mais ne vous inquiétez pas, Amazon, qui nous a été d'une grande aide dans l'édition Kindle et les achats en ligne dans la nouvelle ère Corona, a une devise d'entreprise appelée "Travailler à l'envers" et ils font les communiqués de presse qu'ils livrent à leurs clients en premier. C'est dans cet esprit que nous avons utilisé la politique "s'habituer" de ce livre pour vous présenter rapidement quelques exemples de ce que vous pourrez faire lorsque vous apprendrez ce livre. Dans le prochain chapitre, je vais commencer à expliquer les bases de 
Python et m'appuyer sur les bases pour aller au cœur de l'analyse des données en Python.



8. Python





　
In le chapitre précédent, nous avons commencé par un apprentissage approfondi, qui a peut-être laissé certains d'entre vous un peu perplexes, mais ne vous inquiétez pas, nous allons recommencer dans ce chapitre, en partant "de zéro". Tout d'abord, parlons de la grammaire de base du python.

Bonjour le monde python !

La programmation de 　
Python est conçue pour être simple et est très facile à lire et à comprendre, même pour les débutants. Si vous êtes un lecteur qui a travaillé avec d'autres langages de programmation, vous serez surpris de constater à quel point le même code est concis et petit lorsqu'il est écrit en Python.

J'aimerais d'abord aborder cette philosophie python. Exécutez le code suivant.
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Voici une description de la philosophie de conception de Python.

Tout d'abord, essayez le code suivant pour vous casser les épaules : "Hello Pythonic World !

[image: ]


Ensuite, lancez le programme suivant : utilisez la liste Python (list) pour afficher la traduction anglais-japonais du couple de philosophie Python. J'ai choisi la traduction japonaise parce que le premier élément de la liste python concerne la philosophie "zen". "Zen" vient du Japon, "Zen" est essentiellement la recherche de la vérité de qui 
vous êtes. Zen est une abréviation du bouddhisme zen, une branche du bouddhisme mahayana, ou une transcription phonétique du mot sanskrit ध्यान
 (dhyāna, dhyana), Zenna.
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La liste Python est représentée en Python en les mettant entre crochets []. Il est courant que tous les éléments de la liste soient du même type (tout le code mentionné ci-dessus est du type chaîne de caractères). (Tout le code susmentionné est du type chaîne de caractères).


　
The for statement est une instruction de répétition. python utilise une syntaxe "for variables in list :" qui permet de stocker des éléments dans une liste de variables et de les récupérer un par un, en commençant par la première. C'est ce qu'on appelle une boucle "for". En outre, en Python, une indentation est un bloc de code. L'instruction print ci-dessus est indentée avec deux espaces sous l'instruction for, de sorte que nous pouvons récupérer les éléments stockés dans les variables du bloc for.


　
The syntax for print(f 'English:{english}/Japanese:{japanese}') est disponible en Python version 3.6 et supérieure, et la citation unique après le f peut être double. (''' ou ""), vous pouvez écrire le nom de la variable directement entre accolades pour l'interpréter et l'afficher sous forme de chaîne de caractères. f "{variable }". Il existe d'autres méthodes telles que la méthode de formatage de type String et %, mais l'auteur recommande d'utiliser la notation f "{}" car elle est plus rapide et plus visible.


　

The "Liste :" la partie de l'énoncé for peut être de n'importe quel type d'itérateur (un objet avec la méthode __iter__), donc il peut s'agir d'un type de dictionnaire, d'un type de n-uplet, ou même d'une méthode zip comme celle ci-dessus qui peut développer plusieurs listes dans l'ordre depuis le début . Vérifions si le zip a une méthode __iter__, juste pour être sûr.
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Also, j'ai déjà mentionné qu'il est courant de stocker des éléments du même type dans toutes les listes, mais comme Python est un langage qui alloue la mémoire de manière dynamique et qui est libre de types, il est également possible de mettre des éléments de différents types - entier, chaîne de caractères, virgule flottante, dictionnaire, n-uplet, etc. - en un seul, comme indiqué ci-dessous.
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La plupart des langages de programmation, à l'exception de Python, ne peuvent pas atteindre une liste aussi flexible, n'est-ce pas ? Affichons également les types dans le code suivant.
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Ensuite, nous allons écrire et exécuter une fonction qui renvoie une chaîne de philosophie Python au fur et à mesure que vous la tapez et que ce soit en japonais ou en anglais.
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Here, nous utilisons la syntaxe d'une déclaration de fonction def et d'une déclaration if. La déclaration def est également très simple, elle s'écrit "def function name (argument) :" et ensuite dans le bloc de code indenté suivant, nous écrivons "return return value" pour prendre un argument d'entrée et renvoyer le résultat du processus par Si vous n'incluez pas la déclaration de retour, la fonction renverra la valeur spéciale "None" comme résultat de l'exécution de la fonction.

La déclaration if est suivie d'une expression conditionnelle, et si l'expression conditionnelle est satisfaite, le bloc de code directement sous le code indenté est exécuté. Si l'expression conditionnelle ne correspond pas à l'expression conditionnelle de l'instruction if mais que l'expression conditionnelle de l'instruction elif le fait, le bloc de code indenté directement sous l'instruction else est exécuté. est exécuté.

("Double guillemets") La partie comprise entre les trois (double 
guillemets) doit être écrite pour un commentaire de plusieurs lignes appelé docstring, et le # (hashtag) doit être écrit pour un commentaire d'une seule ligne. Il est ignoré au moment de l'exécution du source, mais doit être rempli pour améliorer la lisibilité du source.PEP8, les conventions de codage Python, spécifient également comment écrire une bonne docstring en PEP257 Pour la docstring, vous pouvez utiliser le style Google et le style Numpy est le plus courant, mais ce livre sera décrit en utilisant le style Google subjectif et facile à écrire de l'auteur.


　
So loin, nous avons passé en revue la syntaxe de base et minimale de la définition des fonctions et de l'exécution des instructions de contrôle, en touchant à la philosophie de Python. Dans le prochain chapitre, nous commencerons à parler de Pandas, une bibliothèque qui peut être très utile pour analyser des données réelles en entrée.



9. Pandas




L'importance des pandas


　
Pandas est un outil très puissant pour l'analyse de données utilisant des données réelles, et bien qu'il soit similaire à EXCEL, aux feuilles de calcul et à la RDB, les avantages de l'utilisation de Pandas sont toujours importants !


　
What fait la bibliothèque des pandas se distingue d'EXCEL par sa capacité à traiter de grandes quantités de données à très grande vitesse, en particulier lorsqu'il s'agit de traiter 100 Mo de données textuelles, et qu'elle se bloque et se plante. Elle peut également s'exécuter avec précision dans des fichiers et elle prend en charge la lecture de données au format EXCEL.

Les déclarations "pour" de 　
Python sont connues pour être lentes, mais Pandas utilise Numpy en interne, et comme Numpy est écrit en C, il fonctionne aussi vite que le langage C.

Type de DataFrame

　　

Before soumettre vos données aux pandas, nous devons d'abord préparer les données pour les types de dictionnaires et la compréhension des listes. Un type de dictionnaire est un type de données dans lequel la clé et la valeur sont associées. Dans l'exemple suivant, nous définissons les clés "Année" et "Index" et les valeurs correspondantes du type de liste. Dans le chapitre précédent, nous avons défini les types de liste un par un en utilisant des caractères littéraux, mais cette fois-ci nous utilisons la notation "compréhension de liste". La syntaxe de la compréhension des listes est [Variables pour les variables de type itérateur]. Vous pouvez maintenant retourner une liste d'entiers générés par le type d'itérateur, stockés dans l'ordre.


　
You peut utiliser la fonction range pour générer une séquence d'entiers dans une plage donnée. Le passage d'un seul argument donne une liste d'entiers qui sont incrémentés de 1 à 0 (la taille de la liste est générée pour le nombre d'arguments spécifié). Si vous passez deux arguments, vous pouvez spécifier le début et la fin de la liste plus un. Par exemple, vous pouvez écrire [i pour i dans l'intervalle(1, 3)] pour générer [1, 2]. C'est une bonne idée de s'en souvenir ainsi que d'écrire une liste [start:end+1] lorsque vous obtenez la plage spécifiée d'une liste.

Dans "Year", nous pourrions définir une liste qui contient des éléments qui augmentent de 1 de 2010 à 2030, et dans "Index", nous pourrions définir une variable de type dictionnaire year_index qui permet des listes de 0 à 20.
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Le type le plus couramment utilisé dans les pandas est le type DataFrame, suivi du type Series et, selon le travail, du type Panel, qui est moins utilisé. Je n'expliquerai que les types DataFrame dans ce livre.

Tout d'abord, convertissons l'index_année du type de lexique que nous avons défini précédemment en un type de cadre de données pour Pandas et stockons-le dans une variable.
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Et je vais utiliser une méthode pratique de type cadre de données pour voir ce qu'il y a dans les données aussi facilement que dans EXCEL.

En utilisant DataFrame.head(), nous pouvons voir les cinq premiers enregistrements des données.
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J'ai pu facilement afficher les cinq premiers enregistrements sous forme de tableau comme celui-ci.

Comme vous l'avez peut-être déjà remarqué avec les types fonctionnant dans Google Colaboratory et Jupyter Notebook, la fonction d'impression peut afficher des variables sans avoir à les écrire. La raison pour laquelle nous les avons écrites explicitement dans le passé est qu'elles peuvent être exécutées dans un environnement d'exécution différent (par exemple REPL). Si vous donnez un argument à la tête, vous pouvez afficher depuis le début jusqu'à l'argument spécifié.
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Vous pouvez utiliser la méthode DataFrame.sample pour rechercher et afficher de manière aléatoire les enregistrements avec un nombre d'arguments spécifié. Cette méthode est utile lorsque vous disposez de données qui présentent une tendance complètement différente du début au milieu ou à la fin des données.
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Ensuite, nous allons essayer les fonctions de visualisation des pandas, mais la visualisation de l'index n'est pas amusante, nous utiliserons donc un module appelé aléatoire pour générer un nombre aléatoire pour chaque élément de l'année et le stocker dans une variable de type DataFrame, df1.
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Visualisation avec seulement des pandas

　　
Pandas utilise également matplotlib en interne. Par conséquent, le type DataFrame dispose d'une méthode appelée "plot" qui permet de visualiser facilement les données qui y sont stockées. Par exemple, si vous souhaitez afficher un nuage de points df1 avec Year comme axe x et Random comme axe y, le code suivant conviendra parfaitement aux graphiques simples, comme les xticks pour spécifier les étiquettes de coche de l'axe x.
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La table se joint à une clé spécifique


　

Next, nous allons examiner les joints de table. VLOOKUP et XLOOKUP d'EXCEL sont également utiles, mais lorsque la quantité de données devient importante, elle peut se figer instantanément. Grâce aux Pandas, vous pouvez rapidement joindre des tables entre elles en utilisant des colonnes spécifiques comme clés.

Tout d'abord, nous aurons différents DataFrames à combiner.
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Tout d'abord, je pense que la façon la plus courante de procéder est d'utiliser une colonne comme clé et de ne tirer que les enregistrements qui existent dans les deux tableaux, mais vous pouvez le faire comme suit. Dans ce qui suit, nous utilisons l'année comme clé et nous ne tirons que les enregistrements qui existent dans les deux tables. À l'origine, df1 et df2 comportaient 21 enregistrements, mais après fusion, le nombre d'enregistrements est maintenant de 20.
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Une jointure extérieure peut alors être effectuée comme suit pour extraire tous les enregistrements qui existent dans l'une des deux tables, en utilisant une colonne comme clé. Dans ce qui suit, nous avons utilisé l'année comme clé pour extraire tous les enregistrements qui existent dans l'une ou l'autre des tables. Notez que les enregistrements qui n'existent que dans une table sont des NaNs dans l'autre, et qu'il y a 22 enregistrements dans la table.
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Ensuite, nous joignons df1 et df2 en utilisant les jointures extérieures gauches. Notez que dans la jointure extérieure gauche, nous laissons toujours l'année existante en df1 intacte.
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Nous allons maintenant examiner les joints extérieurs droits, qui laissent toujours des traces qui existent en df2.
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Entrée/sortie de fichier CSV (version compatible Colab)

Lors de l'analyse de données réelles, il faut souvent lire et écrire des fichiers CSV, et les pandas rendent cette opération très facile. À tel point que les gens utilisent souvent Pandas dans le seul but d'importer des fichiers CSV, car il est très intuitif.


　
Let prend le df1 que nous venons de définir et l'exporte dans un fichier CSV en utilisant la méthode Pandas.to_csv. Google Colab dispose également d'une fonction pratique pour monter Google Drive. Dans ce cas, voyons une façon plus pratique de sortir le CSV dans une zone qui est rejetée par session.

Le code suivant produira un fichier nommé sample.csv dans la zone temporaire.
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Cliquez sur l'icône du dossier à gauche de l'écran Colab et si la sortie a réussi, vous verrez un exemple de fichier .csv.
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Vous pouvez également télécharger le fichier de sortie en utilisant le menu du clic droit.

Ensuite, le fichier CSV est lu avec la méthode Pandas.read_csv comme indiqué ci-dessous, et en spécifiant l'encodage, on peut également lire le fichier d'encodage CP932 de Windows. Comme nous venons de faire le to_csv dans l'environnement Python de Colab, la 
sortie est en UTF-8 et nous n'avons pas besoin de le spécifier, mais si nous voulons lire le fichier CSV de Windows, nous devons définir encoding='cp932' comme Veuillez noter que df_r.head() affiche également les 5 premières lignes pour s'assurer qu'elles sont chargées correctement.
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Obtenir n'importe quelle cellule ou gamme de cellules

Voyons un peu plus en détail les opérations de base des pandas, tout comme EXCEL.

Si vous voulez obtenir une cellule spécifique dans Pandas, utilisez DataFrame.at ou DataFrame.iat. (Le nombre de lignes commence à zéro.) La différence entre elles est que le deuxième argument peut être soit un nom de colonne, soit un index de la colonne. La différence entre les deux est que le second argument spécifie le nom de la colonne ou l'index de la colonne.
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Ensuite, si vous voulez obtenir les valeurs d'une série de cellules, comme dans EXCEL, vous pouvez utiliser DataFrame.loc ou iloc. Comme pour la différence entre at et iat, il y a une différence entre la spécification des noms de colonnes et des index de colonnes. En outre, vous devez noter que l'index de ligne du loc est différent du découpage d'une liste Python dans la mesure où il s'agit d'une plage qui inclut le point final, comme vous pouvez le voir dans le code ci-dessous.
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Récupérer uniquement les valeurs des cellules qui répondent à des conditions spécifiques.

Une autre façon pratique d'écrire les types de DataFrame est d'utiliser la simple df [expression conditionnelle] pour ne récupérer que les enregistrements qui correspondent aux conditions du type de DataFrame pandas. Par exemple, dans df1_r, pour ne récupérer que les enregistrements à partir de l'année 2020, vous pouvez utiliser la syntaxe suivante Il y a deux façons de l'écrire, mais cela signifie exactement la même chose. Les deux façons de coder sont indiquées ci-dessous.
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L'impact de la nouvelle couronne sur le cours des actions comme on l'a vu dans Pandas

À la fin de Pandas, nous aimerions vous montrer un exemple pratique utilisant la bibliothèque de lecteurs de données de pandas, que vous pouvez installer avec la commande suivante. Au fait, veuillez installer Jupyter

Dans Notebook, si vous commencez par " !", vous pouvez directement exécuter des commandes dans l'environnement où Jupyter Notebook est exécuté (Invite de commande pour Windows ou Terminal pour UNIX). Cela s'appelle "commande magique" et c'est très utile.
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Le lecteur de données sur les pandas permet d'accéder facilement à diverses sources sur le web et de récupérer des données de type pandas.DataFrame. Les sources de données suivantes sont prises en charge



●
     
Tiingo






●
     
IEX






●
     
Alpha Vantage






●
     
Enigme






●
     
Quandl






●
     
FED de St.Louis (FRED)






●
     
La bibliothèque de données de Kenneth French






●
     
Banque mondiale






●
     
OCDE






●
     
Eurostat






●
     
Plan d'économie d'énergie






●
     
Définitions des symboles du Nasdaq Trader






●
     

Stooq






●
     
MOEX




L'API de YAHOO Finance est disponible à partir d'avril 2020, mais veuillez vous référer à la documentation officielle car elle peut devenir indisponible en raison des changements apportés à l'API. Vous trouverez ci-dessous une visualisation du cours de clôture de l'indice Dow Jones Industrial Average du 1/1/2000 au 4/1/2020. Elle montre également les 100 derniers enregistrements de données.
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Rien qu'en regardant ici, on peut voir que l'impact récent des 
nouvelles coronas sur l'indice Dow Jones des valeurs industrielles a été remarquable, avec une baisse des cours des actions beaucoup plus violente et directe que celle qu'elles ont connue lors du choc Lehman de 2008.



10. Numpy




L'importance de Numpy

　　
Numpy est une bibliothèque très importante sur laquelle sont basées d'autres bibliothèques d'analyse de données (par exemple, Pandas/Matplotlib/SciPy), et c'est l'une des principales raisons pour lesquelles Python est devenu un langage aussi important. Numpy permet des opérations de données super rapides sur des tableaux multidimensionnels.


　
Numpy utilise un format de conservation des données appelé ndarray, qui, contrairement aux listes Python susmentionnées, ne peut stocker que des données du même type dans ndarray, mais alloue au contraire des données en continu dans la mémoire (RAM). En stockant les données dans une zone de mémoire continue, les données peuvent être lues efficacement dans les registres de l'unité centrale.

Le principal avantage de 　
Another est que Numpy est lié à des bibliothèques linéaires telles que BLAS et LAPACK, qui effectuent des opérations de vectorisation sur le CPU au moment de la compilation, de sorte que vous pouvez profiter des avantages des opérations parallélisées à grande vitesse sans en avoir conscience.


　
In pour utiliser numpy, vous devez l'importer avec import numpy comme np. En avril 2020, Colab semble avoir établi un lien avec openblas, que nous avons vérifié ci-dessous pour voir quelles bibliothèques de vectorisation CPU sont liées et compilées dans Numpy.
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Now examinons les types de listes Python et la façon dont le ndarray de Numpy est stocké en mémoire en utilisant la méthode id, qui est similaire à l'utilisation de la méthode id pour obtenir l'adresse d'une zone de mémoire allouée. Le Python de Google Colaboratory est écrit en langage C (CPython).

Par conséquent, la valeur obtenue par la méthode id est une valeur entière qui est exprimée sous la forme d'un long pointeur non signé vers le PyObject d'un programme C, qui est un nombre avec des implications de type adresse.


　
In le code suivant, nous utilisons la notation de compréhension de liste que nous avons apprise précédemment pour générer une liste de liste1 avec 10 nombres aléatoires comme éléments, 
convertir la liste en un type ndarray et la stocker dans np_arr.
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Le code suivant récupère ensuite les valeurs d'index, d'ID et d'éléments de np_arr, dans l'ordre des index, et les affiche
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Je vois que la mémoire de np_arr de type ndarray a la même valeur pour 0 et les nombres pairs et la même valeur pour les nombres impairs. Cela s'explique par le fait qu'ils sont stockés sur une allocation continue d'espace.
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En revanche, la mémoire de la liste de type liste1 est toute différente, et on peut voir qu'elle est stockée de manière discontinue. Comme les 
types de listes python sont typés dynamiquement, il est intuitif que leur stockage à des adresses distantes prend du temps à récupérer.

Fonction de génération de Numpy Array


　
Numpy offre une variété de fonctionnalités de génération de tableaux multidimensionnels. Gardez à l'esprit que cette fonction est utile pour générer des tableaux multidimensionnels d'une forme spécifique avec des valeurs initiales pour l'apprentissage machine et le traitement d'images.

Numpy.zeros peut générer un tableau avec tous les éléments zéro d'une forme donnée. Par exemple, ce qui suit générera un tableau de 3 lignes et 3 colonnes avec tous les 0

[image: ]


Affichons le résumé du tableau généré par Numpy.zeros, et vous pouvez voir qu'il s'agit d'un tableau ndarray, de forme 3 x 3. De plus, chaque élément a une taille de 8 octets et est de type float64. Nous pouvons obtenir le nombre d'éléments en taille et nous pouvons obtenir le nombre de dimensions en ndim. Le nombre de dimensions est le nombre d'axes. Une erreur courante consiste à supposer que, comme il y a trois colonnes dans chaque ligne, le nombre de dimensions est tridimensionnel. L'interprétation correcte est que le tableau est emboîté (c'est-à-dire enfermé dans []) et que l'emboîtement le plus extérieur est l'axe 0, puis l'emboîtement extérieur est l'axe 1, et ainsi de suite, ce qui est bidimensionnel.
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Comme il est important d'expliquer le nombre de dimensions, nous allons utiliser un autre exemple pour l'illustrer un peu plus : Numpy.arange vous permet de créer un tableau unidimensionnel avec un élément de départ et un élément de fin de +1, et Numpy.reshape vous permet de transformer la forme, de sorte que le code suivant définit un tableau tridimensionnel de 2 x 3 x 4 peut être fait. Dans ce cas, les crochets les plus extérieurs impliquent l'axe 0, on peut donc voir qu'il y a deux éléments sur l'axe 0. Il y a également trois éléments dans le deuxième crochet le plus extérieur, et le troisième crochet le plus extérieur (c'est-à-dire le crochet le plus intérieur) contient quatre éléments. Comme il y a trois paires de parenthèses de l'extérieur, il serait plus facile de se rappeler que ndim=3, représentant les axes 0, 1 et 2 de l'extérieur dans l'ordre.
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Les Numpy.zeros que j'ai mentionnés plus tôt ont généré un type float64 par défaut. Si vous n'utilisez pas de calculs scientifiques de haute précision, alors un type float32 peut être suffisant dans de nombreux cas. L'exemple suivant montre comment générer des Numpy.zeros avec un type float32. L'exemple suivant montre comment générer des Numpy.zeros, ce qui nécessite la moitié de la taille de la mémoire.
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Ensuite, générer un tableau avec les éléments tous initialisés à 1 comme suit
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Pour accélérer la génération de tableaux, une méthode permettant de générer des tableaux multidimensionnels de la forme spécifiée sans initialisation à 0 ou 1 est également présentée ci-dessous.
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Voici un exemple d'utilisation de Numpy.linspace, qui vous permet de générer un ndarray à partir d'un élément de départ spécifié vers 
un nombre spécifié d'éléments de fin, divisé de manière égale en un nombre spécifié d'éléments. Dans l'exemple suivant, nous avons généré un tableau contenant 5 éléments, divisés par 2 à 10 par incréments de 2.
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Conseils pour le carnet Jupyter

Voici une petite astuce dans le carnet Jupyter, vous pouvez ajouter un " ?" après l'objet.

Lorsque vous faites fonctionner la cellule, vous verrez un docstring sur la façon de l'utiliser. Si vous oubliez comment l'utiliser, il est plus rapide que d'aller sur la page d'aide officielle, ce qui vous permet de passer plus efficacement le processus de vérification. Par exemple, affichons l'aide pour np.linspace
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Le ndarray généré par la méthode Numpy.linspace est également de type float64, et contrairement aux zéros et aux uns, vous ne pouvez pas spécifier le type initial de ndarray. Il est donc important de se rappeler comment passer à un type float32 par la suite.
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Il arrive souvent que vous souhaitiez utiliser des nombres aléatoires pour générer un nombre déterminé d'entiers dans une plage donnée. Si vous voulez reproduire le résultat (c'est-à-dire que vous voulez générer la même valeur au moment de la répétition = reproductibilité), vous pouvez fixer la graine comme suit : L'argument de la graine peut être n'importe quel type d'entier, mais veuillez noter que vous devez donner le même nombre à chaque fois pour assurer la reproductibilité.

Dans cet exemple, nous avons généré des 6 e tableaux pour les nombres de 0 à 9.
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Voici un exemple de conversion d'un type de liste Python en ndarray, qui peut être fait assez facilement avec la méthode Numpy.array.
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Le tableau généré s'est avéré être un tableau 3 x 3 en 2D, chaque élément étant de type int64.
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Indexation et découpage de Numpy.ndarray

La récupération des éléments de ndarray est similaire au type de liste Python, donc nous allons rester simples.

Tout d'abord, considérez le code pour obtenir la première ligne de code à partir des éléments z du type ndarray que nous avons vu plus tôt, qui étaient disposés comme suit.
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L'indice ndarray commence également à 0, nous avons donc ce qui suit.
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Ensuite, voici le code pour obtenir les éléments de la première colonne de la première ligne : notez que les listes bidimensionnelles de Python utilisent l[0][0], mais que Numpy.ndarray utilise une liste de lignes et de colonnes séparées par des virgules.
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Le découpage peut être utilisé de la même manière que les listes Python, sauf que les tableaux 2D nécessitent une plage de lignes et de colonnes séparées par des virgules.
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Pour obtenir la dernière ligne et la dernière colonne, écrivez ce qui suit.
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Traitement d'images CIFAR10 à Numpy


　
At la fin du chapitre Numpy, traitons des images dans Numpy comme exemple pratique, j'aimerais utiliser une image couleur RGB appelée CIFAR10.

1.ILSVRC (Concours international de reconnaissance de l'image) 2012 gagnant AlexNet's

2. maintenu par Alex Krizhevsky

Image couleur 3.RGB

4. 10 classes d'étiquettes : avion, automobile, oiseau, chat, cerf, chien, grenouille, cheval, bateau et camion

5.60.000 images (50.000 images de formation et 10.000 images d'essai)

6. La taille de l'image est de 32 pixels x 32 pixels

7. Chargeable à partir de keras (bibliothèque d'emballages de Tensorflow)


　
First, utilisons keras pour charger les données du cifar10. Les ensembles de données chargés sont tous de type ndarray, et nous pouvons voir qu'il y a 50 000 données d'entraînement et 10 000 données de test pour 32x32 pixels de données RGB. Nous pouvons voir que l'étiquette correcte contient une valeur de type int64.
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Comme il s'agit de données d'images, elles peuvent être facilement affichées avec le code suivant en utilisant matplotlib, la bibliothèque dont nous parlerons dans la section suivante. Essayez d'afficher le 10 000e enregistrement de l'image dans les données de test. Le "cheval" est maintenant affiché.
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Le découpage en Numpy.ndarray pourrait être fait comme une liste. Ainsi, la sortie de l'axe 0 (c'est-à-dire les lignes) dans l'ordre inverse se fait comme dans z[::-1]. Par exemple, en faisant cela pour un tableau bidimensionnel 3 x 3, on obtiendrait le résultat suivant
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Si vous comparez le résultat du traitement avec l'image du cheval que je viens de vous montrer, vous verrez un cheval à l'envers dans l'image. C'est intuitif et facile à comprendre.
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Ensuite, la sortie de l'axe 1 (c'est-à-dire la colonne) dans l'ordre inverse se fait comme suit :
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Si vous traitez et affichez cette image par rapport à l'image du cheval d'autrefois, vous verrez un cheval dont l'avant et l'arrière sont inversés cette fois-ci. Là encore, le résultat est très facile à comprendre.
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Le code pour découper l'image de la tête du cheval est indiqué ci-dessous. En découpant les lignes et les colonnes (plus précisément l'axe 0 et l'axe 1), nous pouvons facilement découper une partie de la zone de l'image.
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Ensuite, j'aimerais m'intéresser à la compression : tout comme Slicing for Python list types, Numpy vous permet de générer un tableau en spécifiant un intervalle (combien tous les deux). Par 
exemple, l'exemple suivant crée un nouveau tableau en sautant les lignes et les colonnes du tableau original une par une. La forme est réduite de 5 x 5 à 3 x 3.
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L'application de ce découpage en un seul passage à une image permet de compresser l'image (et la moitié de la quantité d'informations). (C'est aussi la moitié de la quantité d'informations - si vous vérifiez l'échelle sur l'axe des x et l'axe des y, c'est bien 16 x 16 pixels.
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Voici la sortie de l'image de cheval ndarray, utilisant toutes les fonctions d'agrégation de base de numpy.
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En écrivant ndarray [expression conditionnelle], il est possible d'appliquer l'expression à tous les éléments du tableau et de créer un nouveau tableau contenant le nombre d'éléments booléens du tableau original.
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Grâce à ce mécanisme, il est possible d'extraire uniquement les éléments qui répondent aux critères suivants
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En utilisant le mécanisme d'expression conditionnelle ndarray dans le traitement de l'image, il est possible de filtrer les couleurs RVB pour un aspect illustratif, comme le montre l'exemple suivant.
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Diffusion de Numpy.ndarray


　
Now nous allons examiner l'une des caractéristiques les plus importantes de Numpy : les émissions. La diffusion est une fonction qui agrandit automatiquement les lignes et les colonnes lorsqu'il n'y a pas assez d'éléments. Un exemple évident est le ndarray et la quadrature scalaire. Il est possible d'effectuer des calculs sur tous les éléments du ndarray, comme indiqué ci-dessous.
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La diffusion peut également être utilisée pour calculer des tableaux multidimensionnels de différentes formes, comme indiqué ci-dessous. Dans l'opération quadratique suivante de a_array et b_array, vous pouvez voir que b_array est automatiquement développé et calculé comme np.array([[10,10,10,10], [20,20,20]).
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Calcul du produit intérieur


　
One des calculs qui sont souvent effectués à l'aide de Numpy est le 
calcul du produit intérieur. Le produit intérieur est représenté par l'équation suivante, qui, une fois développée, multiplie simplement les éléments du vecteur w et du vecteur x à tour de rôle et les additionne. Il n'est donc pas si difficile à calculer, mais il est très utile pour calculer des distances ambiguës, comme pour déterminer la similarité entre des images et des mots.
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Il y a trois façons d'écrire le code source interne du produit Numpy, comme indiqué ci-dessous, et les résultats sont les mêmes quelle que soit la méthode utilisée, mais si vous utilisez Python 3.6 ou supérieur, je recommande d'utiliser @ car c'est le plus lisible et le plus facile à écrire (au 9/9/2020, Python de Colab était dans la version 3.6.9).
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Au fait, vous pouvez obtenir la version de l'environnement Python de Jupyter Notebook que vous utilisez en utilisant la commande magique.
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T dans le calcul précédent du produit intérieur, où T signifie transposer, c'est-à-dire remplacer les lignes et les colonnes. Dans le calcul du produit intérieur, la forme de l'objet est très importante : nous pouvons calculer le produit intérieur des matrices L x N et N x M, mais pas les matrices N x L et N x M. Dans l'exemple précédent, le 
produit est automatiquement calculé comme le produit d'une forme 1 x 3 w et d'une forme 3 x 1 x, sans utiliser la méthode T, car le produit a été calculé entre deux tableaux unidimensionnels.

Si vous appliquez cette matrice de transposition à l'image du cheval mentionnée ci-dessus, les lignes et les colonnes sont échangées dans la sortie comme indiqué ci-dessous, ce qui devrait vous aider à vous faire une idée de ce à quoi vous attendre.
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Numpy comporte de nombreuses fonctionnalités que nous n'avons pas encore couvertes, mais nous vous recommandons les exercices Numpy
 sur Github, qui vous aideront à améliorer vos compétences sur Numpy
 en répondant à de bonnes questions.



11. Matplotlib





　
Matplotlib est l'un des outils de visualisation de données les plus populaires pour Python, et bien que Pandas utilise également Matplotlib en interne pour faciliter la création de graphiques et l'affichage, ce n'est qu'une petite partie des fonctionnalités de Matplotlib. Matplotlib comprend de nombreux modules, mais ce livre ne peut pas les couvrir tous, donc si vous en avez besoin, veuillez consulter le site officiel (
https://matplotlib.org/py-modindex.html).

Légende, titre, étiquettes sur l'axe X et l'axe Y


　
First, examinons le module pyplot le plus couramment utilisé, plot (couramment importé sous forme d'import matplotlib.pyplot en 
tant que plt et utilisé sous la forme abrégée plt). Exécutez le code suivant pour tracer deux données plt.plot dont l'axe x est l'index (un entier entre 0 et 3) et dont l'axe y est respectivement [10, 100, 50, 80], [100, 70, 30, 30]. Vous pouvez appeler la méthode de légende pour afficher la légende en passant l'argument du mot-clé label. Vous pouvez passer l'argument label comme mot-clé et appeler la méthode de légende pour afficher la légende avec le label spécifié. Le label de l'axe x et le label de l'axe y peuvent être spécifiés respectivement dans les méthodes plt.xlabel et plt.ylabel. Le titre du graphique entier peut gérer des codes de saut de ligne, vous n'avez donc pas besoin d'utiliser la méthode plt.subplot pour afficher un titre à deux lignes.
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Diagrammes en barres

Voyons maintenant les données sous la forme d'un diagramme à barres. Le diagramme en barres peut être affiché en utilisant la méthode pyplot.bar.
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Spécification des couleurs de la série

Vous pouvez utiliser la couleur comme argument de la méthode des barres pour l'afficher dans la couleur de votre choix, ou vous pouvez utiliser l'hexagone pour spécifier RVB.
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Histogramme

Ensuite, examinons un graphique d'histogramme (distribution de fréquences), qui peut être facilement dessiné à l'aide de la méthode plt.hist. Le premier argument concerne les données et le second l'intervalle (la plage de fréquences à agréger). Dans l'exemple suivant, la plage est spécifiée en divisant par 10 de 0 à 110 en utilisant la compréhension de liste. Rwidth spécifie la largeur de l'intervalle de chaque barre, mais je l'ai réglé à 0,8 pour le rendre 
plus facile à voir (pour éviter que les barres ne se collent les unes aux autres).
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Diagramme de dispersion


　
Scatter Les diagrammes sont utiles lorsque vous voulez voir la corrélation entre deux ou plusieurs variables. plt.scatter peut être utilisé pour dessiner un diagramme de dispersion. Il existe de nombreux autres marqueurs qui vous permettent de spécifier une étoile, une latte et un cercle avec respectivement "*", "x" et "o". Veuillez vous référer au site officiel (
https://matplotlib.org/3.2.1/api/markers_api.html). Si vous souhaitez augmenter la taille du marqueur, indiquez-le avec un s. 
L'exemple suivant montre un nuage de points avec de grandes étoiles noires. L'échantillon suivant montre un diagramme de dispersion avec de grandes étoiles noires.
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Stack Plot


　
Stack Les graphiques sont utilisés pour montrer le pourcentage de données pour chaque barre dans un diagramme à barres. L'affichage de la légende du Stack Plot nécessite une certaine technique, veuillez donc vous référer au code suivant. À l'ère de la nouvelle pneumonie, alors que nous sommes devenus une population de reclus au niveau national, il est très important de réguler le rythme de notre vie. Utilisons donc plt.stackplot pour visualiser le pourcentage de temps où nous dormons, mangeons, travaillons et jouons dans une 
semaine.
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Graphiques circulaires

　　

I pense qu'un moyen utile de montrer le pourcentage est le diagramme circulaire (camembert), et j'ai exprimé le pourcentage lié au temps d'activité que je viens de mentionner dans des diagrammes circulaires comme suit.

L'angle de départ est utilisé pour incliner le graphique circulaire à l'angle auquel il a commencé, et l'ombre est utilisée pour créer une ombre sur le graphique. J'ai également mis en évidence le troisième élément (=jeu) dans exploser pour qu'il déborde un peu ; dans autopct, je le montre en pourcentage.
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３
D Graphique


　
There sont autant de phénomènes dans le monde qui ne peuvent être jugés en deux dimensions. Par exemple, il ne serait pas possible de juger le risque d'infection au Japon en se basant uniquement sur le nombre de personnes infectées par un nouveau type de coronavirus dans le pays. D'autres variables telles que le nombre de 
tests PCR et le taux de mortalité, ainsi que des évaluations qualitatives, devraient également être incluses dans l'évaluation du risque d'infection.


　
Also, dans l'apprentissage approfondi supervisé, l'objectif est de trouver des poids qui minimisent la perte (l'erreur entre la bonne réponse et la sortie du modèle), mais ce qui peut être une valeur minuscule dans une dimension peut converger (piège) vers un point de selle qui est une valeur maximale dans une autre dimension.


　
Visualizing up les dimensions est très important pour saisir l'essence des choses, je vais donc expliquer comment le visualiser en trois dimensions en utilisant les Axes3D de mpl_toolkits.mplot3D.

Essayez d'exécuter le code suivant dès que possible.
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Vous pouvez maintenant voir un graphique de contour avec une ligne de contour en forme de bol dans le bas, comme le montre la figure ci-dessus. Il s'agit d'un graphique qui visualise ce qui suit
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Vous pouvez dessiner une surface tridimensionnelle par Axes3D.plot_surface et Axes3D.contour.

Vous pouvez spécifier la colormap avec cmap, qui est l'argument pour plot_surface. Le cm.summer commenté a également de belles couleurs, alors essayez-le. De plus, si vous utilisez Axes3D.scatter au 
lieu de contour, vous pouvez dessiner un diagramme de dispersion en 3D. Dans cet exemple, nous avons dessiné une fonction, mais les diagrammes de dispersion 3D sont aussi souvent utilisés pour tracer des données réelles.


　
Numpy.meshgrid est une méthode permettant de générer des treillis. On peut considérer un treillis comme une grille de toutes les combinaisons d'éléments dans le domaine des axes x et y. C'est difficile à expliquer avec des mots, alors lançons le code source suivant.
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Ci-dessus, nous pourrions facilement obtenir les points de grille pour toutes les combinaisons d'entiers avec x de 1 à 3 et y de 1 à 3. Ceci est très utile pour visualiser la sortie d'une fonction qui prend x et y comme arguments. Dans le graphique 3D précédent, nous avons généré 256 éléments sur les axes x et y, également espacés de -10 à 10, respectivement, et nous avons également généré toutes les combinaisons sous forme de séquence de grille.

Ensuite, affichons une autre fonction, [image: ]
.

Si vous commentez la ligne cmap="summer" dans plot_3d_func et que vous exécutez le code, le résultat est le suivant.
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Ensuite, affichons le graphique de fonction, [image: ]
.

Encore une fois, j'ai mis le cmap sur "coolwarm".


[image: ]



　
Please se référer au tutoriel officiel mplot3d - documentation Matplotlib 2.0.2 pour en savoir plus sur les techniques de visualisation en trois dimensions, comme vous pouvez apprendre des méthodes plus diverses dans le tutoriel officiel mplot3d.


　

I espère qu'à la fin de ce chapitre, vous aurez une idée de la puissance des capacités de visualisation de Matplotlib, et que vous pourrez dessiner n'importe quel type de graphique. Certaines fonctionnalités ne sont pas abordées dans ce livre, alors n'hésitez pas à consulter le tutoriel officiel (https://matplotlib.org/tutorials/introductory/pyplot.html) si vous en avez besoin.



12. Scikit-Learn




Scikit-Learn fournit une variété d'algorithmes d'apprentissage machine que vous pouvez facilement essayer. Si vous êtes débutant, il y a trois points principaux avec lesquels vous pourriez vous retrouver bloqué lorsque vous utilisez Scikit-Learn.

1. prétraitement des données réelles

2. sélection des algorithmes

3. sélection des hyperparamètres

Comme vous avez pu utiliser Numpy/Pandas/Matplotlib dans le chapitre précédent pour transformer et visualiser librement la forme et les dimensions de vos données, j'espère que vous êtes en mesure de résoudre la 1) tâche de prétraitement. En exécutant les exemples de ce chapitre et en les essayant, j'espère que vous verrez que vous pouvez facilement construire un modèle d'apprentissage machine et résoudre la tâche de prédiction avec une petite quantité de code.

2) Pour la sélection d'algorithmes, le site officiel de Scikit-Learn propose un diagramme très utile intitulé Choosing the right estimator - scikit-learn 0.22.2 documentation, que vous pouvez trouver ici, veuillez vous référer. Le point principal est qu'en répondant aux questions de manière séquentielle, comme la quantité de données disponibles et s'il s'agit d'un problème de classification qui applique un label non continu ou d'un problème de régression qui prédit un nombre continu, il est possible de décider quel algorithme utiliser.

3) En ce qui concerne la sélection des hyperparamètres (paramètres 
passés comme arguments d'exécution dans chaque algorithme, nombre d'époques d'entraînement, etc.), il est difficile, même pour les professionnels de l'apprentissage machine pour vivre, mais il existe des méthodes largement connues telles que la recherche aléatoire, l'optimisation bayésienne, la recherche par grille, etc. Tant que l'algorithme utilisé n'est pas trop mauvais, il est possible d'atteindre un certain degré de précision pratique en effectuant des simulations tout en examinant des indicateurs d'évaluation tels que la perte et la précision, c'est pourquoi nous n'entrerons pas dans les détails dans ce livre.

Dans ce chapitre, vous apprendrez tout d'abord comment classer vos échantillons de données à l'aide du logiciel SVM/RandomForest/XGBoost fourni avec Scikit-learn. Enfin, vous formerez votre modèle d'apprentissage machine sur des données réelles pour effectuer la classification (étiquetage) et la régression (supposition).

SVM : Machine à vecteurs de soutien

Le MVC est une méthode de classification soutenue par une théorie mathématique avancée. Jusqu'à l'ILSVRC en 2012, la reconnaissance d'images était souvent appelée MVC, et l'idée de base derrière le MVC est très claire : en trouvant le plan limite (ou la ligne limite dans le cas de données bidimensionnelles) qui maximise la distance entre les données et la classification. Pour ce faire, le SVM adopte l'approche consistant à cartographier les données en haute dimension et à les classer de manière linéaire dans un espace en haute dimension. Cette cartographie est appelée une fonction du noyau, et la cartographie est appelée une astuce du noyau ; je l'appellerai.

Ce n'est pas facile à comprendre juste par l'explication, alors regardons les exemples de données et le code de travail.

Tout d'abord, traçons les données que nous voulons classer sur un nuage de points à l'aide de matplotlib.
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Comme nous ne pouvons pas entrer le format de liste dans le modèle Scikit-Learn, nous le convertirons en format Numpy.ndarray, qui est un tableau à deux dimensions. De plus, comme le MVC est une classification supervisée, nous devons préparer quelques étiquettes pour les enseignants. Ces étiquettes correspondent aux étiquettes de classification, où 0 est l'étiquette 1 et 1 l'étiquette 2.
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Le code suivant définit ensuite le classificateur SVM. La fonction du noyau utilise une carte linéaire.
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Le code suivant fera en fait l'apprentissage machine pour vous.
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Maintenant que nous avons déjà formé le modèle, nous allons essayer de résoudre la tâche de prédiction immédiatement.

Avec un nouveau point (0,38, 0,8), nous voulons essayer de prévoir quelle étiquette ce sera. Du point de vue d'un être humain, il semble qu'il recevra le label 0 (c'est-à-dire le même label que (1, 5)), mais j'ai pu le classer comme prévu lorsque je l'ai prédit avec le MVC.
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Examinons le code suivant pour visualiser les limites que le MVC formé utilise pour prendre des décisions.
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Examinons quatre autres inconnues, effectuons la tâche de prédiction et calculons le pourcentage de réponses correctes (Précision). La précision est calculée comme le pourcentage de tous les événements pour lesquels la prédiction est en accord avec le résultat réel.
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Les prédictions faites dans le modèle SVM que nous avons créé dans cette étude étaient correctes à 100% pour le no-tuning. Je pense que cela confirme que la fonction du noyau est susceptible d'être suffisamment précise pour des données d'échantillon linéairement séparables (linearly separable).

RandomForest


　
Next, créons un modèle utilisant une technique de classification appelée RandomForest, qui applique un arbre de décision (DecisionTree), puis formons et testons le en utilisant les données de formation que nous venons d'utiliser.
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Even dans le modèle RandomForest, le pourcentage de réponses correctes pour les données de l'échantillon était de 100 % pour le non-tuning. La méthode d'apprentissage supervisé peut finalement être résumée à la tâche de produire un modèle continu ou discontinu à partir des données d'entrée. Ainsi, l'idée de base des 
arbres de décision est que si nous vérifions quelles caractéristiques dans les données d'entrée prennent quelles valeurs à leur tour, et que nous créons ensuite des conditions de branchement (chemins de branchement) comme s'il s'agissait d'énoncés en programmation, nous pouvons éventuellement réduire le raffinement conditionnel à une seule sortie, qui peut être utilisée pour une tâche de prédiction. RandomForest sélectionne aléatoirement ces caractéristiques pour créer plusieurs arbres de décision, puis décide de la sortie finale du modèle par un vote à la majorité en fonction des résultats de prédiction de ces arbres de décision.


　
Learning avec plusieurs modèles de cette manière est appelé apprentissage d'ensemble. Aussi, comme RandomForest, la méthode de formation en parallèle utilisant plusieurs modèles avec quelques données de l'ensemble est appelée bagging.

XGBOOST(Classification)


　
On d'autre part, la méthode qui consiste à extraire itérativement certaines données et à les former de manière séquentielle est appelée "boosting". Dans la méthode de boosting, un modèle est d'abord créé et formé, puis les paramètres sont ajustés pour donner la priorité aux bonnes réponses aux données mal reconnues, puis les mauvaises données sont pondérées par rapport aux mauvaises données du modèle précédent et la formation se poursuit, et enfin la sortie est générée sous la forme d'un modèle unique. Ce boosting est appliqué à une méthode appelée XgBoost, qui est souvent vue en tête du concours international d'analyse de données Kaggle. Comme le boosting est séquentiel, le temps d'apprentissage tend à être plus précis que le bagging, qui peut être appris en parallèle, comme dans RandomForest, au lieu de prendre plus de temps de calcul. Cependant, XgBoost n'est pas connu pour être très précis pour les problèmes linéaires séparables typiques, avec un taux de correction de 40% pour ce qui suit.
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XGBOOST(Régression)


　
So lus loin, nous avons effectué une tâche de classification (prédire les étiquettes discontinues) en utilisant un modèle d'apprentissage automatique que nous avons fait avec SVM/RandomForest/XgBoost en utilisant des données d'échantillon. Ensuite, nous avons exécuté un problème de régression (prédiction de valeurs continues) dans l'apprentissage machine en utilisant XgBoostRegressor.


　
The. Un échantillon de données d'entraînement est préparé pour 10 personnes avec les données de taille et de poids suivantes. La bonne réponse est l'IMC. Si nous pouvons dériver la fonction IMC à partir des seules données, nous aurons formé un modèle pour prédire l'IMC à partir de la taille et du poids en utilisant l'apprentissage automatique.
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Le code suivant entraîne le XgBoostRegressor (le modèle XgBoost pour la tâche de régression). Aussi. Nous avons préparé des données de test de la taille et du poids de quatre personnes et effectué une tâche de prédiction. Est-il possible de prédire l'IMC de ces quatre personnes ?
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Visualisons les résultats corrects et prévus en utilisant matplotlib. Bien qu'il n'y ait eu que 10 données d'entraînement, on peut voir que la réponse correcte et les résultats de la prédiction sont assez proches.
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Dans l'évaluation de la tâche de régression, l'erreur (la différence entre les données prévues et les données correctes) est utilisée, plus l'erreur est faible, plus la prévision est précise. Il existe différents types d'erreurs, mais généralement, on utilise l'erreur quadratique moyenne (EMD) ou l'erreur quadratique moyenne (EMD).
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Scikit-Learn dispose également d'une méthode pratique pour calculer ces valeurs, alors utilisons-la.
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Malgré le fait que nous n'ayons fourni que 10 données et que nous n'ayons pas non plus procédé à un réglage des hyperparamètres, nous pouvons constater que les erreurs sont relativement faibles.



13. Keras





　
Keras est une bibliothèque de haut niveau de réseaux de neurones développée par François Chollet de Google, qui l'a mise au point pour envelopper TensorFlow. C'est un moyen intuitif de construire des réseaux de neurones, même pour les débutants en apprentissage profond.

LeNet


　
AlexNet, qui a pu dominer le concours de reconnaissance d'images 2012 (ILSVRC2012), est un type de réseau neuronal convolutif, et ce réseau neuronal convolutif est basé sur LeNet, qui a été développé par le professeur Yann Lecun. Keras Il est 
relativement facile de mettre en œuvre LeNet dans LeNet, et nous espérons que vous pourrez faire l'expérience de la précision que nous n'avons pas pu obtenir avec le simple réseau neuronal que nous avons utilisé dans la méthode d'apprentissage profond du MNIST au début de cet article.

Tout d'abord, nous importons les bibliothèques nécessaires.

[image: ]


Définir les fonctions qui définissent le modèle LeNet.[image: ]


Chargez les données du MNIST. Le prétraitement est également utile s'il est méthodé à un endroit, c'est pourquoi nous le classons comme suit.
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Il n'est pas facile de spécifier les paramètres des fonctions d'évaluation et ainsi de suite à chaque fois, nous définissons donc une classe à former en donnant un modèle.
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Les données du MNIST sont chargées. Bien que la normalisation et la transformation de forme soient effectuées lors du prétraitement, il est important de noter que l'entrée du réseau neuronal convolutif est une image de 28 x 28 pixels qui est entrée telle quelle sans 
aplatissement, donc la forme n'est pas la même que l'entrée du réseau neuronal simple de la méthode d'apprentissage profond la plus courte du MNIST au début.
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Le modèle est créé en l'instanciant comme suit : summary() affiche le résumé du modèle. Comme le nombre de paramètres est relativement important (1 256 080), il est recommandé d'utiliser le mode GPU de Colab car il faudra beaucoup de temps pour entraîner le modèle sur le CPU.
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La formation est assurée par la classe des formateurs. Le taux d'apprentissage est ajusté à l'aide d'Adam().
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Les é
poques de 6 à 19 sont omises par souci de concision.
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Nous allons effectuer une tâche de prédiction pour la reconnaissance des numéros sur le modèle que nous avons créé et examiner les taux de perte et d'exactitude. Dans le cas du réseau neuronal à entrée plate présenté dans le chapitre sur le MNIST le plus court au début de cet article, le pourcentage de réponses correctes dans les données de test était d'environ 97-98%, tandis que LeNet a pu augmenter le pourcentage de réponses correctes dans les données de test à 99,1%. Ils ont pu améliorer la précision au point de pouvoir obtenir une mauvaise réponse ou un mauvais résultat sur 100 cartes, malgré le fait qu'elles aient été incluses. On pense que cet exploit est lié au fait que la structure du réseau convolutif a été inspirée par le cortex visuel humain.
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VGG


　
A Le modèle préformé d'un ensemble de données de plus d'un million d'images appelé ImageNet a été publié en utilisant le VGG d'Oxford, qui a obtenu la deuxième place à l'ILSVRC2014. Dans ce chapitre, afin de développer une application d'intelligence artificielle plus pratique, nous utiliserons ce modèle pour reconnaître une image arbitraire et exécuter le code source pour prédire ce qui est représenté dans l'image. Tout d'abord, nous téléchargeons l'image que nous voulons reconnaître dans la zone temporaire de Colab.

Cliquez sur l'icône du dossier dans le menu supérieur gauche de Colab, puis cliquez sur le bouton de téléchargement et téléchargez le fichier image que vous souhaitez. Si vous les placez dans le dossier le plus parent comme indiqué ci-dessous, vous pouvez vous y référer en précisant le chemin relatif du répertoire courant. L'auteur a téléchargé une image de chèvre prise dans un certain zoo au Japon.
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Tout d'abord, assurons-nous que l'image est téléchargée et traitée par Colab à l'aide de matplotlib.
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Nous importons ensuite les bibliothèques nécessaires pour charger le modèle de préformation du VGG.
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Le code simple suivant peut être utilisé pour charger un modèle VGG16 qui a été préformé sur ImageNet.
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Ensuite, essayons la reconnaissance d'images. Le réseau ImageNet est un ensemble de données de plus d'un million d'images de 224 x 224 pixels. Nous redimensionnons donc les images originales, nous les entraînons et nous exécutons la tâche de prédiction. Nous utilisons donc decode_predictions pour le convertir en une étiquette.
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Le premier était un bélier. C'est peut-être vrai, mais il n'y avait pas de chèvres (boucs) dans le top 10 car il n'y avait pas beaucoup de chèvres japonaises dans les données d'entraînement d'ImageNet. Il est bien connu que les données japonaises et les données d'ImageNet sont différentes, c'est pourquoi les nouilles udon et duke sont jugées comme des spaghettis. Afin de traiter les données d'images japonaises, il est nécessaire de réentraîner une partie du modèle qui est proche de la couche de sortie du modèle pré-entraîné, ce qu'on appelle le réglage fin. Je ne parlerai pas du réglage fin dans ce livre, mais si cela vous intéresse, il y a un article dans Qiita qui traite de la création d'une IA de reconnaissance des visages en connectant toutes les couches couplées au VGG16 et en utilisant le GPU pour régler finement le VGG16.

Comme ImageNet est un ensemble de données centré sur les Américains, je me suis dit que si l'image avait l'air américaine, il fallait la reconnaître, alors j'ai pris l'image d'un hamburger et je l'ai fait reconnaître.
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Puis, à ma grande surprise, ils ont répondu avec une certitude absolue qu'il s'agissait de cheeseburgers à 100 %, y compris le type de burger, et ils avaient raison à 100 %. Après tout, il semble que nous devrions traiter ImageNet comme un œil américain.



Liaison de données pour la nouvelle Corona (covid-19)





　
A Diverses données, notamment sur le nombre de tests et de séries de cas des nouveaux coronavirus par région et sur le nombre de personnes infectées par les nouveaux coronavirus, sont accessibles au public, et divers concours sont organisés. J'ai donc inclus des liens vers chacun des concours nationaux et internationaux les plus célèbres, un pour chacun.


　
If vous êtes un scientifique des données, un ingénieur en apprentissage machine ou un autre professionnel, utiliser vos compétences en analyse de données pour partager les résultats de 
votre analyse peut permettre de sauver des vies. Et si vous êtes débutant, si vous avez lu attentivement ce livre tout en exécutant le code source, vous serez suffisamment compétent pour créer des modèles prédictifs et soumettre les résultats à un concours.Kaggle pourra également utiliser Numpy/Pandas/Matplotlib pour créer EDA ( De nombreux carnets des résultats de l'analyse exploratoire des données) sont déjà disponibles, vous n'avez donc pas besoin de participer au concours pour vous y référer, ce qui est très utile. Nous espérons que vous essaierez !

Kaggle(anglais)


https://www.kaggle.com/covid19


SIGNATURE(anglais/japonais)


https://signate.jp/competitions/260
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print(f"Loss: ), Accuracy:{score[11}°)
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Epoch 20/20¢
48000/48000
val_loss: 0.0607 - val_accuracy: 0.9304¢

0022 - accuracy: 0.9994 -
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import random
years_random1 = {"Year':[y for y in range(2016, 2031)],

*Randon’ : [random. random() for y in range(21)],

B

df1 = pd.DataFrame(years_random1)
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import matplotiib.pyplot as pit
#Please upload any file from the left folder mark and then specify

ad_img(image_path, target_size:
pltimshow(image)
plt.show()
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Output.

10

08

Random

2030
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Files
<> =

[+ |8
> Bm sample_data
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df head(

o

Output
N

Year Index |
0 2010 0
1 201 1
2012
2013
2014
2015
2016
2017
2018

© ® N O o A w N
© w N o o s ow N

2019
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df.sample(5)

Output:+
Year Index
7 2017 7
2 2012 2
9 2019 9
16 2026 16
8 208 8
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from keras.applications.vgg16 import VGG16
from keras.applications.vgg16 import preprocess_input, decode_predictions

import keras.preprocessing.image as Image
import numpy as np
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OEBPS/image_rsrc1AG.jpg
image_path="
#Please upload any file from the left folder mark and then specify it.

image = Image load_img(jmage_path, target_size={222,224))
pltimshow(image)

Output:e.
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print(df.head())

Output:+
Year Indexv
o 2010 I
1 2011 1
2 2012 20
3 2013 30
1 2012 w0
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5 224))

image.img_to_array(image)
p.expand_dims(x, axis=0)
X=preprocess_input(x)

model.predict(x)
= decode_predictions{result, top=10){0]
res in result:
print{f"Label:{res{ 11}, Probability:{round(100*res[2],1)}5

output:

Label:ram, Probability:36.3% 4
Label:ox, Probability:17.8%

orzoi, Probability:17.5%
xcart, Probability:7. 1%+
lbizan_hound, Probabilty:4.8%
worm_fence, Probability:2.9%:
Labelwallaby, Probability:2.8%-
Labellama, Probabilty:1.6%«
Label:hog, Probability:1.0%«
Label:kelpie, Probability:0.6%-
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trainer = Trainer(mode},loss: X ", optimizes
trainer.train(_train, y_train, batch_

dam())
. epochs=20, validation_split=0.2).

Outpt

Train on 48000 samples, validate on 12000 samplese
Epoch 1/20¢

48000/48000
val_loss: 00415 -val_accuracy: 0.9904¢
Epoch 2/20¢

48000/48000 [:
val_loss: 0.0339 -val_accuracy: 0.9923¢
Epoch 3/20¢

48000/48000
val_loss: 0.0400 -val_accuracy: 0.9908¢
Epoch 4/20¢

48000/48000
val_loss: 00538 -val_accuracy: 0.9883¢
Epoch 5/20¢

65 118us/step - o

0087 - accuracy: 0.9969 -

-5 111us/step -loss: 0.0067 - accuracy: 0.9978 -

-55 110us/step -loss: 0.0052 - accuracy: 0.9984 -

-5 109us/step - loss: 0.0044 - accuracy: 0.9984 -
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model = lenet(dataset.image_shape, dataset.num_classes)

model.summary()

Output:+
Model: "sequential_5"
o
Layer (type) Output shape Param #
conv2d_9(Conv2D)  (None,28,28,20) 520
max_pooling2d_3 (MaxPooling? (None, 14,14,20) 0 © :
conv2d_10(ConvaD)  (None, 14,14,50) 25050 © .
max_pooling2d_10 (MaxPooling (None, 7,7,50) 0 :
Tlatten 5 (Flatten)  (None, 2450) CK :
dense_9 (Dense] {None, 500) 1225500 © :
o
dense_10 (Dense)  (None, 10) 5010 ¢
activation_5 (Activation) (None, 10) o v :

Total params: 1,256,080¢
Trainable params: 1,256,080¢
Non-trainable params: 0¢
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Output.

‘english'e
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Z=X>
+Y?
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import pandas as pd
year_index = {'Year':[y for y in range(2616,
*Index’:[i for i in range(21)],

i

print(year_index)

s
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ffunc_z2(X, Y):
etum X**3 + Y**
Z=func_22(X, )
plot_3d_func(x, Y, 2)

5 100
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.

"ROHERIF TV HATRGIRYEAE DS L, ",
TEH—RAN, T,
L 4] @3, (o9 IKRRW S, .4

A BOFBMLIT T, ThidBe 74/ F7E
A BOFMETHNI, ThERVTATT7 LR, ",
"Reb et (BRTERD WL TIEES LT A FTROT, $obMI~EHE, "1
1
language = "+
if texts in pythonic_english_list:.

language = "english”.
elif texts in pythonic_japanese_list::

language = "japanese”.
else:s
language = "not pythonic™.

return language:

print(get_pythonic_language("Now is better than never.”))e





OEBPS/image_rsrc19J.jpg
(X, Y)
U X2+ Y**:

unc_z3(X, Y)
plot_3d_func(x, Y, 2)

o
Output:e.
.

1000

750

500

5 100
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diversity list = [1, "One’, 1.6, {1':"0ne’}, {'One’}

or element in diversity list:
print(type(elenent))

Output:+

tingse
retrise
"float'>e
dietto
tsett>e
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import matplotlib.pyplot as plt
days = [1,2,3,4,5,6,7]

sleeping = [4,5,5,1,3,9,10]
eating = [2,3,4,5,2,2,3
working = [7,8,7,9,10,2,2]
playing = [11,8,8,9,9,11,9]

plt.plot([],[],color="c", label='sleeping’)

plt.plot([],[],color="orange", label="Eating")
plt.plot([],[],color="k",label="Working")
plt.plot([],[],color="pink’,1abel="Playing’)

plt.stackplot(days, sleeping, eating, working, playing, color:
“orange’, 'k, "pink'])

plt.xlabel( Days")

plt.ylabel("Hours')

plt.title(’Life under COVID-19')

plt. legend()

Life under COVID-19

ing
Eating

— Vrking
Playing
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def get_pythonic_language(texts): .
""" Return which language a pythonic sentence is written in..

@args: .
texts(str):input text.
@Returns: .
language(str):language of the input text.
i
pythonic_english_list = [+
“The Zen of Python, by Tim Peter:
eautiful is better than ugly.
“Explicit is better than implicit.”,.
“simple is better than complex.”,.
“Complex is better than complicated.”,:
“Flat is better than nested.”,
parse is better than dense.
eadability counts.
pecial cases aren’t special enough to break the rules.”, .
Ithough practicality beats purity
rrors should never pass silently.
“Unless explicitly silenced.”,
“In the face of ambiguity, refuse the temptation to guess.”,:

“There should be one-- and preferably only one --obvious way to do it.”,:

‘Although that way may not be obvious at first unless you're Dutch.”,
iow is better than never.”,
Ithough never is often better than *right* now.",:
f the implementation is hard to explain, it's a bad idea.”,:
f the implementation is easy to explain, it may be a good idea
“Namespaces are one honking great idea —- let's do more of those!
1
pythonic_japanese_list = [+
"python B F .l BB,
MRS 3 TBE] XAV, ",
TEATRE] W3 TRERE] £YBRw. ",
LU T kYRR, T,
" TABZASTB] XY M) BFHEHvL, =0
[z MEEl &Y (05 bRiEE] OB, ",
FE#l 19 TR OFBE, ",
[FHPTE] FERE, 7,4
HERR Y — R — LB BIE EHBITER . 7,0
"EREIHR SIS, 7,
L5 NTERL TR R, 7,
RECE ML T RVIRD I, ",
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Output:+

<slot "2ip' objecta>e
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30
import numpy as np.

From matplotlib import cm

import matplotlib.pyplot as plt

From mpl_toolkits.mplot3d import Axes3D.

def plot_3d_func(X, Y, 2):
" Three-dimensional plot of a function Z with inputs of two variables X
and Y-

Args:

X: ndarray
ndarray.
ndarray.

fig = plt.figure(figsize = (10, 1))
ax = fig.add_subplot(1, 1, 1, projection=

)

ax.set_xlabel("x", size = 15)
ax. set_ylabel size = 16)
ax.set_zlabel("z", size = 15)
ax.plot_surface(X, Y, Z, cmap=cm.coolwarm)

sur

n. sumn

ax.contour(X, Y, Z, colors = "blue”, offset = 1)

atter(X, ¥, Z

plt. show()

def func_z1(X, V):
return X*%2 + Y2

x = np.linspace(-19, 10, 256)
y = np.linspace(-19, 10, 256)

X, Y = np.meshgrid(x, y)

# Calling func_z1
func_z1(X, Y)

30
plot_3d_func(X, Y, Z)
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diversity_list = [1, "One’, 1.0, {'1
for element in diversity list:

print(element)

M
Output:
“

10
onev

1.00

{"1': "one'}e
{*one'}e
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import matplotlib.pyplot as plt
days = [1,2,3,4,5,6,7]

sleeping = [4,5,5,1,3,9,10]

eating = [2,3,4,5,2,2,3]

working = [7,5,7,9,10,2,2]

playing ,8,8,9,9,11,0]

slices = [10, 2, 2, 9]

activities = ['sleeping’,eating’, ‘working’, "playi
colors = [‘cyan’, ‘purple’, red’, ‘yellow']
plt.pie(slices, labels-activities, colors=colors, startangle=oo,
shadow=True, explods , 0, , @), autopct %)

plt.xlabel( Days")
plt.ylabel ("Hours")
plt.title(’Life under COVID-19')
plt.legend()

plt. show()

Output:o

Life under COVID-19

Playing
seeping

working

eting

Days
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Output

The Zen of Python, by Tim Peters/ H:

Python Z¥ 714+ £-R—

5
b

Beautiful is better than ugly./ HAJ BE Ik TBE) £NRAL, 0

Explicit g better than implicit, / HAFE : TOHTRL f WETEL LD LA
o

Simpleis better than complex./ HARE 1 Ty > 7by i THE, LWEAL. o
% @ Complex 15 better than complicated./ HASE: TAZA>TU 21 &9
WL BER T, o

:Flat is better than nested,/ HARE:
AL,

Sparse isbetter than dense, / HARE: (&) &9 TR 0F#FAL. ©
:Readability counts, / HAR: Wa®T &) FER,

Special cases aren't special enoughto break the rules. / BARE : #3%s
= R LR BEE 5 CHRITH S L o
Although practicality beats purity./ B
Errors should never pass silently./

TERAMEE £0 75 b afE ©

EAMLEHRE B2, ¢
T WEHCEAL T

“

e
=
W
5
5
[
#
#:
5
5
=
I
e
=
w
#

Unless explicitly silenced./ HASS : 8

AT L T LR I ¢
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In the face of ambiguity, refuse the temptation to guess. / HAH : I8

15 - 10, R TROESHRNCAT B LT, o

There should be one- - and preferably only one - - obvious way to do

it/ EHAR 1B, TARSL>ETHL A LAV FERS BT, o

Although that way may not be obvious at fir st unless you're Dutch./ H

L DRSS ZATHWEDBIIEDS 2L AL L AL, o

Now is better than never,/ HAF : A —FAL,

Although never is often better than *right+now. / H7?
Su BRI 2. ¢

If the implementation i hardto explain, it's a bad idea, / B

FEEHHT 2 ORBL TR, X REBLTAFTE, ¢

#58 1If the implementation is easy to explain, it may be a good idea, / HA

* OEBEAAT 2 OFWETH AL, FREALT A FTALLRAEL, ©

:Namespaces are one honking great idea - - let's domore of those! / H

Fo AR 2 (BHZRD) B TLEELL LT A PTHOT, Lo oY SR,

LAl r4y
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Ouput:+
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TV A T D bR 7,
FABASTVB] EVIt [ BEHw. ",
T MBEL 0 195y N RHE OFRA
TEl XY B 0BRA.
FavT ] FEE. 7,
"R - 2L - L EB BT LHRITI R
ERRR B, ",

T2 BBHIGEAL T B,
L TORVIRY . 7,
Bk o it HRIL TRSESIRICAY T
5 DB FEI D BT
5L AT IR BT DA s e L
SR—TEN 7,

UL T51 8. TEokd) KRS, 7,
TORBLHAT SOMMLIINL, TRETT A FT s "
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Z=X
+Y?
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T 2OPBETHNE. ThERCTAT7 b Lhie, 7,
"RebAet-2 (BRIERD WL THEES LT A FTROT, $obMlI~EE
1

for english, japanese in zip(pythonic_english list, pythonic_japanese_list):
print(f'%3% : {english},” EA3# : {japanese}")
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x_sample = np.array([1,
y_sample = np.array([,’
X_sample, Y_sample = np.meshgrid(x_sample, y_sample)

print(_sample)
print(Y_sample)

Output:e.

Mm23e ‘
n23pe
23
Mmie
222w
B33
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Output

.

Hello Pythonic Worldle
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X=np.armay(l
1160, 45],.
1180, 701,
1190, 65,
1155, 48,
[168, 65,
[140, 25,
195, 151,
70, 2,
[200, 100],-
1178, 66]

1
)

def get_brmi(hw):
* Calculate BMI
@nrgs

hw(np.array(([height, width],...])): weight and height ndarray{ndim=2).
@Returns.

bmi_arr(np.ndarray): BMI ndarray(ndim=1)

return hwi:, 11/((hwl:, 01/100)*(hw:, 01/100))

t=get_bmi(x)
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pythonic_english_list = [+
The Zen of Python, by Tim Peters”
Beautiful is better than ugly.”,
Explicit is better than implicit.”,
simple is better than complex.”,
Complex is better than complicated.”,:
Flat is better than nested.”,
Sparse is better than dense.”,.
Readability counts.”,:
Special cases aren't special enough to break the rules.”,.
‘Although practicality beats purity.”,
Errors should never pass silently.”,.
Unless explicitly silenced.”, .
In the face of ambiguity, refuse the temptation to guess.”,
There should be one-- and preferably only one --obvious way to do it.”,:
‘Although that way may not be obvious at first unless you're Dutch
Now is better than never.”, .
‘Although never is often better than *right* now.”,:
If the implementation is hard to explain, it's a bad idea.”,
If the implementation is easy to explain, it may be a good idea.”,
Namespaces are one honking great idea -- let's do more of those!"
1
4
pythonic_japanese_list
PythonB¥ 74 L+
MR 3 N5 &) &W%EV@
TEATE] 13 RERAT] LD BRw. ",
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2 0.8, 16,2 17,70, 13, 41, [2, 210).

p-array([0, 1, 1, 1, 01).
gb_model.predict{X_test)
*len(y_testly_ iction])/len(y_test)}s






OEBPS/image_rsrc16P.jpg
import numpy as np

print(np.argmax(prediction[6]))






OEBPS/image_rsrc19M.jpg
X=np.array([
11,51,
I3, 8],
[3,3.41,
[13,25],
7,01,
[5, 101]

I

t=nparray([0, 0, 1,0, 1, 1]);
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OEBPS/image_rsrc19K.jpg
numpy as np

matplotlib.pyplot as pit
from matplotiib import style
style.use("ggplot’)

from sklearn import svm

761
4,25,01,
pltscatter(, y)
plt.show()
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OEBPS/image_rsrc19P.jpg
max_iter=-1, probability=False, random_state=None, shrinking=True,
t01=0.001, verbose=False)
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print(prediction

"
output: ¢

[1.4635492e-20 4.3042563=-11 7.65608582-10 1.05909: 1 5.7983397e-16¢|
5.0631535e-21 2.1780077e-25 1 .7560503e-15 3.0590461e-
1170
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cIf = svm.svC[kemel='linear).
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import matplotlib.pyplot as plt
(xo_train, yo_train), (xo_test, yo_test) =
tf.keras.datasets.mnist. load_data()

f plot_randomie(mnist_data, title):
Get 10 randomly from mnist data and draw

fig = plt.figure(figsize=(22,29), dpi
fig.suptitle(title, fontsize=18, x=0, )
for index, x in enumerate(mnist_data[np.randon.choice(np.arange(?,
len(mnist_data)), 10, replace-False)], 1)

ax = fig.add_subplot(2s, 28, index)

plt. imshow(x)

plot_randome(xo_train, 'Train Set')

plot_randome(xo_test, ‘Test set’)

Train Set

Test Set
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rplane)’)

pltscatter(x;
pltlegend()
plt.show()

Output:e.
.

weight:-9.899998505029213¢ |

border line{hyperplane)

0 ©
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n, y_train,

1313/1313
0.0205 - accuracy: 0.9951

- 45 3ms/step - loss: ‘
- val loss: 0.1808 - val_accuracy: 0.87840
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OEBPS/image_rsrc16G.jpg
Epoch 20/20¢
1313/1313 [

0.0235 - accuracy: 0.9946 - val los:

] - 75 6ms/step - loss:

0.0397 - val_accuracy:
<tensorflow.python.keras.callbacks.History at 0x7£82e5£al780>

9060
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from sklearn.ensemble import RandomForestClassifier as classifier
random_forest = classifier{random_state=0)
random_forestfit{x, t).

X_test=np.array([(0.35, 0.1, [5, 2, 7,73, [5, 41, 12, 21])
y_test=np.array([0, 1, 1, 1, 0])

prediction = random_forest predict(X _test)

print(f"Accuracy:{100 * len(y_testly_test == prediction])/lenfy_test)}%"):
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model . evaluate (x

st, y_test, verbose:

b
output: ¢

313/313 - 1s - loss: 0.1341 - 0.9811¢
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X_test =nparray([[0.35, 0.1, [5, €1, 1771, T, 21, 2, 21I)
¥_test=nparray(l0, 1, 1,3, 01)
prediction = cif.predict(X_test)

acy:{100 * len(y_testly_test == prediction])/len(x_te
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7
Output

The Zen of Python, by Tim Peters< |
.

Beautiful is better than ugly.e

Explicit is better than implicit.e

Simple is better than complex.e

an complicated.«

Flat is better than nested.<

Sparse is better than dense.¢

Readability counts.<

Special cases aren't special enough to break the rules.e

Although practicality beats purity.<

Errors should never pass silently.e

Unless explicitly silenced.¢

In the face of ambiguity, refuse the temptation to guess.<

There should be one-- and preferably only one --cbvious way to do it.¢
Although that way may not be cbvious at first unless you're Dutch.e
Now is better than never.<

Although never is often better than *right* now.e

he implementation is hard to explain, it's a bad idea.¢

he implementation is easy to explain, it may be a good idea.¢
Namespaces are one honking great idea —- let's do more of those!?
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Output:

array([ True, True, False, False, False])o
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n, y_train,

output: ¢

Epoch 1/200

1313/1313 - 7s éms/step - loss:
0.0248 - & .0107 - val_accuracy: 0.9970¢
Epoch 2/20¢

1313/1313 - 75 éms/step - loss:
0.0256 - accuracy: 0.9937 - val_loss: 0.0102 - val_accuracy: 0.9973¢
Epoch 3/20¢

1313/1313 [= - 75 éms/step - loss:

0.0251 - a 083 - val_accuracy: 0.9979¢
Epoch 4/20¢
1313/1313 - 7s éms/step - loss:

0.0274 - a
Epoch 5/20¢
1313/1313 [=
0.0227 - accuracy:
Epoch 6/20¢

0.9929 - val loss: 0.0145 - val_accuracy:

7s Sms/step - loss
- val_accuracy: 0.996%¢
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photo = x_test[9999]
def print_labeled_val(label, val):
print(f"{label}: {val}")

print_labeled_val("Sun", np.sum(photo))
print_labeled_val("product of each element of arrays™,np.prod(photo))
print_labeled_val("mean”, np.mean(photo))
print_labeled_val("standard deviation”, np.std(photo))
print_labeled_val("variance”, np.var(photo))
print_labeled_val("mininun value”, np.min(photo))
print_labeled_val("maxinun value”,np.max(photo))
print_labeled_val("the element’s index”, np.argmin(photo))
print_labeled_val("the element’s index”, np.argmax(photo))

Output.

Sum:331662¢
product of each element of arrays:0¢
mean:107.962890625+

minimum value:25¢
maximum value:252+
the minimum element's ind:
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photo

photo_masked = np.where(photo > 160, 2
plt. inshow(photo_masked)

Output

0 |
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OEBPS/image_rsrc18Y.jpg
a = np.array([1,2,3,4,5])
print(a + 2)
print(a - 2)
print(a * 2)
print(a / 2)
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Qutput:«

Epoch 1/20¢
1875/1875
0.1362 - accuracy: 0.9586¢
Epoch 2/20¢

1875/1875
0.1105 - accuracy: 0.9673¢
Epoch 3/20¢
1875/1875 [=
0.0916 -
Epoch 4/20¢
1875/1875
0.0784 - a
Epoch 5/20¢
1875/1875 [=
0.0702 - accuracy:
Epoch 6/20¢
1875/1875
0.0647 - accuracy: 0.9805¢

- 7s 4ms/step - loss:

- 7s 4ns/ - loss:

- loss:

- 75 4ns/ - loss:

0.9767¢

- 7s 4ms/step - loss:

- 7s 4ns/ - loss:
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print (model . summary ())

b
Output:
Model: "sequential 5"
o
Layer (type) Output Shape Param & ¢
=
dense_14 (Dense) (None, 256) 200060 @
o
dropout_8 (Dropout) (None, 256) 0 o
o
dense_15 (Dense) (None, 128) 32896 -
o
dropout_9 (Dropout) (None, 128) 0 o
o
dense_16 (Dense) (None, 256) “
o
dropout_10 (Dropout) (None, 256) 0 o
o
dense_17 (Dense) (None, 2570 °
=
Total params: 269,450¢
Trainable params: 269,450¢
Non-trainable params:
o
s
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sing of MNIST data (
x_train = x_train.reshape(50000, 734)
X_test = x_test.reshape(16009, 734)

ting to a

x_train = x_train.astype(’float32")
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